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การเปรียบเทียบประสิทธิภาพการลดมิตขิอมูลและจําแนกขอมูลโดยวิธีการทางเครือขายประสาทเทียม                                
A Comparative Efficiency of  Dimensionality Reduction  and Neural Network Classification 
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บทคัดยอ 
งานวิจัยน้ีนําเสนอการเปรียบเทียบประสิทธิภาพของแบบจําลองในการลดมิติขอมูลและจําแนกขอมูล  ซึ่งใช

ขอมูลตัวอยาง จากฐานขอมูล  UCI Machine Learning Database Repository  ไดแก   Ozone ,  Ionosphere และ Sonar 
นํามาวิเคราะหทําการเปรียบเทียบประสิทธิภาพ  โดยใชวิธีการลดมิติขอมูล (Dimensionality Reduction  ) แบบ  PCA 
(Principal  Components  Analysis) และ CFS (Correlation-based Feature Selection)   รวมกับวิธีการจําแนกขอมูลแบบ 
โครงขายประสาทเทียมแบบ Multi-Layer  Perceptron  (MLP ) เปรียบเทียบกับซัพพอรตเวกเตอร แมชชีน (Support 
Vector Machines : SVM)   

การวัดประสิทธิภาพสามารถวัดไดจากความถูกตองของการจําแนกประเภทของขอมูลโดยนับจากคา      ความ
ถูกตองของการจําแนกประเภทขอมูลที่วัดได  ซึ่งการทดสอบแบบจําลองที่ไดจะทําการทดสอบผลบนพ้ืนฐานวิธี 5 - 
fold Cross Validation โดยผลการทดลองที่ได พบวา วิธีการลดมิติขอมูลแบบ CFS รวมกับวิธีการจําแนกขอมูลแบบ  
MLP  เขามาใชในการจําแนกขอมูลน้ันจะมีประสิทธิภาพท่ีดีกวาการใชโมเดลแบบอ่ืนๆ 

 

ABSTRACT 
 

This paper represented comparing efficiency of model dimensionality reduction  and classification between  
PCA (Principal  Components  Analysis)  and CFS (Correlation-based Feature Selection)  combine Artificial Neural 
Network (Multi-layer Perceptron : MLP) classifier comparing  Support Vector Machine (SVM) using Ozone data set 
, Ionosphere data set and Sonar data set from UCI Machine Learning Database Repository. The accuracy rate of 
classification is used for evaluating efficiency. Moreover, the 5-fold cross validation is used to testing model. The 
result of experiment shows CFS combine  MLP for classification that high efficiency more than PCA combine  MLP,  
CFS combine SVM  and PCA combine  SVM. 

 
คําสําคัญ : การจําแนกประเภทขอมูล  โครงขายประสาทเทียม   ซัพพอรตเวกเตอรแมชชีน  การลดมิติขอมูล   
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บทนํา 
ในสังคมในยุคปจจุบันมีการแขงขันกันสูงใน

ทุกๆดานไมวาจะเปนการแขงขันทางดานเศรษฐกิจ การ
แขงขันกันในการเรียนรู และแนวโนมของการนํา
สารสนเทศมาประกอบการตัดสินใจในงานสาขาตาง ๆ 
มีมากขึ้นแตบางครั้งไมสามารถสรางสารสนเทศที่ตรง
กับความตองการขององคกรได  ซึ่งในองคกรตาง ๆ 
สวนใหญไดมีการเก็บขอมูลไวเปนจํานวนมาก โดยที่
ขอมูลเหลาน้ีสามารถนํามาใชประโยชนไดมากแตไม
คอยไดถูกนํามาใชอยางจริงจัง    การทําเหมืองขอมูล 
(Data Mining)  เปนวิธีการหน่ึงที่สามารถนํามาขอมูล
เหลาน้ันมาใชใหเกิดประโยชน    

เทคนิคการจํ าแนกประเภทขอมูล  (Data 
classification) (Jiawei and Micheline, 2001) เปน
เทคนิคหน่ึงที่สําคัญของการสืบคนความรูบนฐานขอมูล
ขนาดใหญ (Knowledge Discovery from very large 
Database: KDD) หรือดาตาไมนนิง  จุดประสงคของ
การจําแนกประเภทขอมูลคือการสรางโมเดลการแยก
แอทริบิวทหน่ึงโดยขึ้นกับแอทริบิวทอื่น โมเดลที่ได
จากการจําแนกประเภทขอมูลจะทําใหสามารถพิจารณา
คลาสในขอมูลที่ยังมิไดแบงกลุมในอนาคตได เทคนิค
การจําแนกประเภทขอมูลน้ีไดนําไปประยุกตใชใน
หลายดานเชน การจัดกลุมลูกคาทางการตลาด  การ
ตรวจสอบความผิดปกติ  และการ วิ เคราะหทาง
การแพทย เปนตน 

เทคนิคการลดขนาดขอมูล (Data Reduction) 
(ธรรมศักด์ิ, 2548)  การลดขนาดขอมูลเปนกระบวนการ
หน่ึงในขั้นตอนการเตรียมขอมูล น่ันคือการทําใหขอมูล
ต้ังตนมีขนาดลดลงโดยสูญเสียลักษณะสําคัญของขอมูล
นอยที่สุดและสูญเสียความถูกตองของผลลัพธนอยที่สุด 
เน่ืองจากขอมูลแตละตัวจะมีความสําคัญตอการจัดกลุม
ขอมูลไมเทากัน ดวยเทคนิคการเลือกขอมูลที่ดีจะทําให
สามารถเลือกขอมูลที่มีความสําคัญและสามารถใชเปน
ตัวแทนของขอมูลสวนใหญได    และในความเปนจริง
มักจะเกิดเหตุการณที่  เรียกกันวา  Curse of 

dimensionality  ขึ้นเสมอ น้ันหมายความวา จําเปนตอง
ลดขนาดมิติของขอมูลลง (dimensionality reduction) 
เพ่ือให classifier สามารถทํางานไดถูกตองมากขึ้น 

ในงานวิจัยฉบับน้ีจะเนนการนําเสนอวิธีการ
ลดมิติขอมูลและจําแนกประเภทขอมูลโดยใชวิธีการลด
มิติขอมูล แบบ PCA(Principal  Components  Analysis) 
และ CFS (Correlation-based Feature Selection) เพ่ือลด
ขนาดมิติของขอมูลลง ใหเหมาะกับการจําแนกประเภท
ของขอมูล และวิธีการท่ีเปนที่นิยมในการนํามา
ประยุกตใชในการจําแนกขอมูลวิธีหน่ึงก็คือโครงขาย
ประสาทเทียมชนิด Multi-Layer Perceptron (MLP) ซึ่ง
พบวาวิธีการดังกลาวมีความสามารถในการจําแนก
ขอมูลอยูในเกณฑที่ดี  และยังไดนําวิธีการที่มี ความ
นิยมในการจําแนกขอมูลและมีประสิทธิภาพสูงอีกวิธี
หน่ึง คือ ซัพพอรตเวกเตอร แมชชีน เขามาเปรียบเทียบ
ประสิทธิภาพโดยนําขอมูล  Ozone , Ionosphere และ 
Sonar  จาก UCI มาทําการทดสอบการวิจัยในครั้งน้ี  
โดยเน้ือหาในบทความไดแบงเปนสวนดังน้ี สวนที่ 2 
กลาวถึงทฤษฎีที่เก่ียวของ สวนที่ 3 วิธีการดําเนินการ
วิจัย สวนที่ 4 ผลการดําเนินงานวิจัย สวนที่ 5 กลาวถึง
การสรุปผล การอภิปรายผล และขอเสนอแนะ และสวน
ที่ 6 ไดกลาวถึงเอกสารอางอิงที่ไดศึกษา 

 

ทฤษฎีท่ีเก่ียวของ 
 การทําเหมืองขอมูล (Data Mining) 

การทําเหมืองขอมูล  เปนกระบวนการเพ่ือ
กล่ันกรองขอมูลจากฐานขอมูลขนาดใหญที่มีอยู            
(พนิดา, 2547) โดยมองที่ความสัมพันธของขอมูล 
แนวโนมของขอมูลตางๆ เพ่ือใหสามารถนําขอมูลที่
กล่ันกรองไดนําไปใชประโยชน เปนขอมูลสนับสนุน
ในการตัดสินใจในเรื่องตาง ๆ ตอไป ซึ่งมีดวยกัน 5 
รูปแบบ คือ 

2.1.1 Association Rule เปนการคนหากฎ
ความสัมพันธของขอมูลโดยคนหาความสัมพันธหรือ
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ความเช่ือมโยงของขอมูลทั้งสองชุดหรือมากกวาสองชุด
ขึ้นไปไวดวยกัน 

2.1.2 Classification and Prediction การจําแนก
ประเภทและการทํานาย ใชคนหาโมเดลที่อธิบายขอมูล
แตละประเภทได โดยการนําเสนออาจอยูในรูปแบบ 
Decision-tree, Classification Rule และ Neural 
Network ซึ่งผูใชทํานายคาบางอยางที่ไมรู หรือคาที่
หายไปในฐานขอมูล 

2.1.3 การจัดกลุมขอมูล (Cluster analysis) ตองมี
ความคลายกันมากท่ีสุด 

2.1.4 การหาคาผิดปกติที่เกิดขึ้น (Outlier analysis) 
หรือขอมูลบางอยางไมนาจะเปนจริงได 

2.1.5 การวิเคราะหแนวโนม (Trend and 
evolution analysis) 

เทคนิคการจําแนกขอมูล  
เทคนิคการทําเหมืองขอมูล ที่สําคัญเทคนิคหน่ึง

คือ Data Classification (Jiawei and Micheline, 2001) 
เปนกระบวนการสรางโมเดลจัดการขอมูลใหอยูในกลุม
ที่ กํ าหนดมาให  โดยการสร างกฎเพื่อชวยในการ
ตัดสินใจจากขอมูลที่มีอยู เพ่ือใชทํานายแนวโนมการ
เกิดขึ้นของขอมูลที่ยังไมเกิดขึ้น  โดยการนําเสนอกฎท่ี
ไดจากเทคนิคการจําแนกประเภทขอมูล   

1. โครงขายประสาทเทียม (artificial neural  
network: ANN) (พยุง,2551)  มีพ้ืนฐานมาจากการ
จําลองการทํางานของสมองมนุษย ดวยโปรแกรม
คอมพิวเตอร จุดมุงหมายของโครงขายประสาทเทียมคือ
ตองการใหคอมพิวเตอรมีความชาญฉลาดในการเรียนรู
เหมือนที่ มนุษยมีการเรียนรู สามารถฝกฝนได และ
สามารถนําความรูและทักษะ รวมทั้งสามารถนําไป
ประยุกตใชไดดีกับปญหา  Classification, Regression 
และ Clustering เทคนิคน้ี มักถูกเรียกวา “black box” 
เน่ืองจากการทํางานมีความ ซับซอนมากกวาเทคนิคอื่น 
ๆ คอนขางมาก การเรียนรูของนิวรอลเน็ตเวิรก ทําได
โดยการส งข อม ูล เข าม าย ังส วน ที ่เ ร ียกว า เพอร
เซ็ปตรอน (perceptron) สามารถเทียบไดกับเซลสมอง
ของมนุษย โดยที่เพอรเซ็ปตรอนทําการรับขอมูลที่อยู

ในรูปของเมทริกซซึ ่งเปนตัวเลข เขามาคํานวณ ดัง
ภาพท่ี 1 
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ภาพที่ 1 โครงขายประสาทเทียมเพอรเซ็ปตรอน 

                    Function ผลรวม(Summation Function)          
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โดยที่  ตัวแปร n  คือ ผลรวมที่ไดจากฟงกชัน
ผลรวม 
 ตัวแปร 

i
x  คือ คาขอมูลเขาตัวที่  i  

 ตัวแปร 
i
w  คือ คานํ้าหนักของนิวรอนตัวที่  i  

 ตัวแปร z  คือ จํานวนนิวรอนชั้นขอมูลเขา 
 ตัวแปร b  คือ คาความโนมเอียง 
 ตัวแปร i  มีคาต้ังแต 1 ถึง z  

โครงขายประสาทเทียมแบบ Multilayer 
Perceptron (MLP) โครงขายประสาทเทียมแบบ MLP 
เปนรูปแบบหนึ่งของโครงขายประสาทเทียมที่มี
โครงสรางเปนแบบช้ัน ใชสําหรับงานที่มีความซับซอน
ไดผลเปนอยางดี โดยมีกระบวนการฝกฝนเปนแบบ 
Supervise   และ ใช ขั้ น ตอนก า รส ง ค า ย อนกลั บ 
(Backpropagation) สําหรับการฝกฝนกระบวนการสงคา
ยอนกลับประกอบดวย 2 สวนยอยคือ การสงผานไป
ขางหนา (Forward Pass) การสงผานยอนกลับ 
(Backward Pass) สําหรับการสงผานไปขางหนา ขอมูล
จะผานเขาโครงขายประสารทเทียมที่ช้ันของขอมูลเขา
และจะสงผานจากอีกช้ันหน่ึงไปสูอีกช้ันหน่ึงจนกระทั่ง
ถึงช้ันขอมูลออก สวนการสงผานยอนกลับคานํ้าหนัก
การเช่ือมตอจะถูกรับเปล่ียนใหสอดคลองกับกฎการแก
ขอผิดพลาด (error-correction) คือผลตางของผลตอบที่
แทจริง (actual  response) กับผลตอบเปาหมาย (target 
response) เกิดเปนสัญญาณผิดพลาด (error signal) ซึ่ง
สัญญาณผิดพลาดน้ีจะถูกสงยอนกลับเขาสูโครงขาย
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ประสาทเทียมในทิศทางตรงกันขามกับการเช่ือมตอ คา
นํ้าหนักการเช่ือมตอจะถูกปรับจนกระทั่งผลตอบที่
แทจริงเขาใกลผลตอบเปาหมาย ดังภาพที่ 2 

 
 
 
 
 
 
 

 

ภาพที่ 2 โครงขายประสาทเทียม  Multilayer   
          Perceptron แบบ 1 hidden layer 

 

2.  ซัพพอรตเวกเตอร แมชชีน (Support   Vector  
Machines : SVM)   ตัวแบบของ SVM มีความคลายคลึง
กับเพอรเซฟตรอนซึ่งเปนขายงานประสาทเทียมแบบ
งายมีหนวยเดียวที่จําลองลักษณะของเซลลประสาท  
ดวยการใช  Kernal Function  ในสื่อตีพิมพเก่ียวกับ 
SVM จะเรียกตัวแปรในการตัดสินใจวาคุณสมบัติและ
ตัวแปรที่เปลี่ยนแปลงใชในการกําหนดระนาบหลายมิติ 
เรียกวา คุณลักษณะ (feature)  สวนการเลือกที่มีความ
เหมาะสมท่ีสุดเรียกวา การคัดเลือกคุณลักษณะ (feature 
selection)  จํานวนเซตของคุณลักษณะที่ใชอธิบายใน
กรณีหน่ึง (เชน แถวของการคาคาดการณ)  เรียกวา  
เวกเตอร(vector)  ดังน้ันจุดมุงหมายของตัวแบบ SVM 
คือการประโยชนสูงสุดจากระนาบหลายมิติที่แบงแยก
กลุมของเวกเตอรในกรณีน้ีดวยหน่ึงกลุมของตัวแปร
เปาหมายที่อยูขางหน่ึงของระนาบ  และกรณีของกลุม
อื่นที่อยูทางระนาบตางกัน  ซึ่งเวกเตอรที่อยูขางระนาบ
หลายมิติทั้งหมดเรียกวา ซัพพอรตเวกเตอร (Support 
Vectors) 

SVM เปนวิธีการท่ีสามารถนํามาใชในการจําแนก
รูปแบบหรือกลุมของขอมูลได โดยจะอาศัยระนาบ มา
ใชในการแบงเขตของขอมูลออกเปนสองฝง และ 
support vector machines น้ีจะมีคุณลักษณะแบบ inner-
product ระหวางตัว support vector และ input vector 
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จากสมการที่ (2) เปนการแสดงเวกเตอรคา
นํ้าหนักของ w โดยจะพยายามลดคาในเทอมแรกของ
สมการท่ี (2) ใหมีคานอยที่สุด และคา C จะเปนคาคงที่
ที่ใช สําหรับกําหนดคาความผิดพลาดในการแยกกลุม
ขอมูลและ คา i  หรือ slack variable ซึ่งจะเปนการวัด
คา ความผิดพลาดที่คลาดเคล่ือนไปจากตําแหนงที่
เหมาะสม 
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จากสมการที่ (3) แสดงคา decision surface โดย ที่ 
K(x,xi) เปน Inner-Product Kernel และ αi   คือ คา 
lagrange multipliers และ di คือคา target output สําหรับ 
kernel ของ SVM ที่นิยมใชกัน คือ แบบpolynomial เปน
การคํานวณหาเสนแบงโดยใชสมการเชิงเสนที่มี degree 
มากกวาสองและแบบ RBF ซึ่งเปนการคํานวณหา
ขอบเขตขอมูลโดยอาศัยวิธีการแบบ Radial Basis เขามา
ชวยในการคํานวณดังแสดงไวในสมการท่ี (4) และ (5) 
ตามลําดับ 
   ( , ) ( 1)T P

i iK x x x x                  (4) 
           2( , ) exp( || || )i iK x x y x x          (5) 

เทคนิคการลดขนาดขอมูล (Data Reduction) 
การลดขนาดขอมูล (ธรรมศักด์ิ,2548) เปน

กระบวนการหน่ึงในขั้นตอนการเตรียมขอมูล น่ันคือ
การทําใหขอมูลต้ังตนมีขนาดลดลงโดยสูญเสียลักษณะ
สําคัญของขอมูลนอยที่สุดและสูญเสียความถูกตองของ
ผลลัพธนอยที่สุด เน่ืองจากขอมูลแตละตัวจะมี
ความสําคัญตอการจัดกลุมขอมูลไมเทากัน ดวยเทคนิค
การเลือกขอมูลที่ ดีจะทําใหสามารถเลือกขอมูลที่มี
ความสําคัญและสามารถใชเปนตัวแทนของขอมูลสวน
ใหญได โดยนําเสนอ อัลกอรึทึมในการลดมิติขอมูล 
ไดแก การวิเคราะหดวย PCA (principal component 
analysis) (Lindsay, 2002)  เปนเทคนิคที่ใชในการลดมิติ
ของเวกเตอรลักษณะ โดยการฉาย (project) เวกเตอรไป
บนแกนใหมที่เรียกวาแกนองคประกอบหลัก (principal 
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component)  ซึ่งแกนเหลาน้ีมีความสําคัญแตกตางกันลง
ไปตามคาความแปรปรวน (variance) บนแตละแกน 
และ CFS (Correlation-based Feature Selection)  (Mark  
and Geoffrey ,2003)  ซึ่งมีหลักของการทํางานคือการ
หากลุมของแอทริบิวตที่ถูกประเมินคาจาก heuristic  ที่
ซึ่งพิจารณาดูจากกลุมของแอทริบิวตที่ถูกคัดเลือก
สําหรับการจําแนกประเภทของขอมูลกับระดับของ
ความสัมพันธภายในท่ีเก่ียวของกัน 

วิธีการวิเคราะหความแมนตรงของโมเดล k-fold 
cross-validation  

การตรวจสอบไขวกัน (Cross Validation) (Ron 
,1995) เปนวิธีการในตรวจสอบคาความผิดพลาดในการ
คาดการณของโมเดล  โดยพื้นฐานของวิธีการการ
ตรวจสอบไขวกันคือการสุมตัวอยาง (resampling) โดย
เริ่มจากแบงชุดขอมูลออกเปนสวน ๆ และนําบางสวน
จากชุดขอมูลน้ันมาตรวจสอบ ผลลัพธจากการทําการ
ตรวจสอบไขวกันมักถูกใชเปนตัวเลือกในการกําหนด
โมเดล  เชน  สถาปตยกรรมเครือข ายการสื่อสาร 
(network architecture) โมเดลในการคัดแยกประเภท
(classification model)  

ในกรณีการทํา K - fold cross-validation เราจะ
แบงขอมูลออกเปน K ชุดเทาๆกัน และทําการคํานวณคา
ความผิดพลาด K รอบ โดยแตละรอบการคํานวณขอมูล
ชุดหน่ึงจากขอมูล K ชุดจะถูกเลือกออกมาเพื่อเปน
ขอมูลทดสอบ และขอมูลอีก K - 1 ชุดจะถูกใชเปน
ขอมูลสําหรับการเรียนรู   

K - fold Cross Validation ( K = 5) ชุดขอมูล
หลังจากทําการแบงออกเปน 5 ชุดขอมูลยอยเทาๆกัน 
โดยแตละกลองคือชุดขอมูลยอย 1 ชุดตัวอยางภาพที่ 3 

ภาพที่ 3    5 - fold Cross Validation 

 

วิธีการดําเนินการวิจัย 
 ศึกษาปญหาและความตองการของระบบ  

เพ่ือนํามาเปนขอมูลในการวิเคราะหและออกแบบ
พัฒนาในขั้นตอไปผู พัฒนาจึงไดทําการวิเคราะห
รูปแบบ ขอมูลโดยใชอัลกอริทึมของโครงขายประสาท
เทียมแบบ MLP และซัพพอรตเวกเตอร แมชชีน มาทํา
การเทียบเคียงหาประสิทธิภาพเพ่ือความแมนยําในการ
ทํานายคาโดยวิเคราะหลักษณะของชุดขอมูล (Datasets)  
ซึ่งชุดขอมูลที่ใชเปนขอมูลที่ไดจาก UCI  จํานวน 3 ชุด
ขอมูล โดยมีรายละเอียดดังน้ี   

- Ozone  มีรายละเอียดขอมูล คือ  จํานวน
ขอมูลทั้งหมด 2536    จํานวน Attribute ทั้งหมด 73 
Attribute มี 2 classes คือ คลาส 1 = Ozone day และ 
คลาส 0 = Normal day 

- Ionosphere มีรายละเอียดขอมูล คือ  จํานวน
ขอมูลทั้งหมด 351 จํานวน Attribute ทั้งหมด 34 
Attribute มี 2 classes คือ คลาส g = Good และ คลาส b 
= Bad 

- Sonar  มีรายละเอียดขอมูล คือ  จํานวน
ขอมูลทั้งหมด 208 จํานวน Attribute ทั้งหมด 60 
Attribute มี 2 classes คือ คลาส R = Rock  และ คลาส 
M = Mine 
 การเตรียมขอมูลสําหรับทําดาตาไมนนิง (Data  
preparation)    

นําไปกําจัด Missing value โดยใชการแทนคา 
แบบ Series Mean  และ ทําการวิเคราะหพฤติกรรมของ
ขอมูลโดยไดเลือกวิธีการ พล็อตขอมูลแบบ BoxPlot  
จะพบวา ขอมูลสวนใหญกระจายตัวแบบเกาะกลุมกัน
จะมีบาง Attribute ที่มีขอมูลมีการกระจายมาก และ
ขอมูลสวนใหญจะมีคา Outlier นอย  

โปรแกรมที่ ใช ในงานวิจัยครั้ ง น้ี  ผู จัดทํ าได
เลือกใชโปรแกรม Weka เวอรช่ัน 3.7 และ Matlab ซึ่ง
เปนซอฟตแวรดานการทําเหมืองขอมูลที่ไดรับการ
ยอมรับอยางแพรหลายมาทําการวิจัย  
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ทําการลดขนาดมิติของขอมูล โดยอัลกอริทึมใน
การลดขนาดมิติของขอมูล  แบบ PCA  และ  CFS  มา
ทําการเปรียบเทียบผลกับการเลือกใชแอทริบิวตทั้งหมด 
สามารถสรุปผลจากการลดมิติขอมูลไดดังตารางที่ 1 
 

ตารางที่ 1  ผลของจํานวน Attribute จากการลดมิติ  
               ขอมูลโดยอัลกอริทึม แบบ PCA และCFS 

Data Original PCA CFS 
Ozone 73 20 18 

Ionosphere 34 24 14 
Sonar 60 30 19 

 
 การสรางโมเดลระบบและการสอนขอมูล  

การเรียนรูแบบมีการควบคุม (Supervised 
Learning) เปนการเรียนรูซึ่งตองมีชุดขอมูลสําหรับการ
เรียนรู (Training Data)  

3.3.1 สรางโมเดลโครงขายประสาทเทียม (Neural 
Network) แบบ Multi-Layer Perceptron (MLP ) 

3.3.2 สรางโมเดลซัพพอรตเวกเตอร  แมชชีน 
(Support Vector Machines -SVM)  ที่ใช kernel  ดวย 
rbf    

การวัดประสิทธิภาพ  
จํานวนขอมูลที่เลือกมาทดสอบทั้งหมด 146  

ตัวอยาง โดยใชการทดสอบแบบ 5-fold Cross-
Validation   ในงานวิจัยน้ีใชการแบงขอมูลสําหรับการ
ทดสอบเปน 5 ชุดยอย (fold) แตละชุดยอยมีจํานวน
ขอมูลตามแตละวงจรการเดินที่บันทึกได  ชุดขอมูลที่ได
แบงเปน 5 ชุดยอย  ฝกสอนดวยชุดขอมูล 4 ชุด สวนที่
เหลืออีก 1 ชุดเก็บไวสําหรับการทดสอบ ทําการทดลอง
ซ้ํ า  5 ครั้ งแต เปล่ียนชุดขอมูลสําหรับฝกสอนและ
ทดสอบใหม  โดยการวัดประสิทธิภาพของความถูกตอง
ของขอมูลในงานวิจัยน้ี วัดไดจากคาความถูกตองของ
การจัดกลุมของขอมูล  ซึ่งการทดสอบประสิทธิภาพจะ
แบงออกเปนสองแนวทางดวยกัน คือ สวนแรกจะเปน
การทดสอบ Multi-layer perceptron และสวนที่สองจะ 
ใชอัลกอริทึมของ Support Vector Machines   

 ผลการดําเนินงาน 
การทํานายโดยใชเทคนิคเหมืองขอมูล โดยจะ

แบงเปนอัลกอริทึม โครงขายประสาทเทียม แบบ MLP 
และซัพพอรตเวกเตอรแมชชีน   เปนตัวคัดแยก     

1. ผลการทดสอบขอมูลดวยอัลกอลิทึม MLP  ใน
สวนน้ีจะเปนการนําโครงสรางของ multi-layer 
perceptron เขามาทดสอบ และทําการปรับเปล่ียน
จํานวน node ใน hidden layer    และเลือกประสิทธิภาพ
ที่ดีที่สุด ซึ่งผลลัพธที่ไดสามารถสรุปไดดังตารางที่ 2 

 

ตารางที่ 2  เปรียบเทียบประสิทธิภาพของ MLP โดยใช 
                การเปล่ียนโนด ในช้ันซอนและเลือก  
                ประสิทธิภาพท่ีดีที่สุด 

 

2. ผลการทดสอบขอมูลดวยอัลกอลิทึม SVM ใน
สวนน้ีจะเปนการนําโครงสรางของ SVM  มาทดสอบ 
โดยใช kernel แบบ polynomial ซึ่งจะทําการ
ปรับเปล่ียนคา  C เ พ่ือหาคาที่ เหมาะสมท่ีให
ประสิทธิภาพสูงสุด  

ปญหาหลายๆอยางของการสราง model SVM  ที่
ดี ปญหาอยางหน่ึงน้ันก็คือ   การหาคาพารามิเตอรที่
เหมาะสม (parameter tuning)  โดยปกติแลว SVM ก็จะ
มี parameter ตัวหน่ึงน่ันก็คือ C (อาจจะมีparameter ตัว
อื่นๆ สําหรับ kernel   ที่ตางกันไป)  ซึ่งคา C ที่แตกตาง
กันก็จะได model ของ SVM ที่ใหผลไมเหมือนกันดวย 
โดยปกติแลวน้ัน คา C เปนตัวกําหนด tradeoff  ระหวาง 
error  บน training set กับขนาดของ margin หรืออีกนัย
หน่ึงก็คือจะใหความสําคัญกับ error บน training set 
มากนอยแคไหน  จากงานวิจัยน้ีไดพยายามหาคา C ที่
เหมาะสม ที่ใหประสิทธิภาพสูงสุด โดยกําหนดคา 
degree = 2 ผลลัพธที่ไดสามารถสรุปไดดังตารางที่  3 

 

Data Original PCA CFS 

Ozone 96.5753 96.8454 97.0032 

Ionosphere 88.4921 91.6667 94.5869 

Sonar 81.2500 83.1731 79.3269 
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ตารางที่ 3  ผลการเปรียบเทียบคาความถูกตองของ SVM  kernel  แบบ polynomial 

 
 
 
 
 
 
นํามาทําการเปรียบเทียบคาความถูกตองระหวาง 

MLP และ SVM  สรุปไดดังตารางที่  4   และภาพที่ 4 
 

ตารางที่  4  การเปรียบเทียบคาความถูกตองระหวาง  
                MLP และ SVM 
 

Type Ozone Ionosphere Sonar 

MLP 
Original 96.5753 88.4921 81.2500 
PCA 96.8454 91.6667 83.1731 
CFS 97.0032 94.5869 79.3269 

SVM 
original 93.1507 91.7379 78.3654 
PCA 96.5753 92.0635 84.1346 
CFS 94.5205 93.4473 78.8462 

 

 
ภาพท่ี 4  การเปรียบเทียบของการทดสอบในแตละ   
             อัลกอลิทึม 

  
 
 
 
 
 

จากผลการทดสอบจะเห็นไดวา การจําแนก
โดยการใช PCA และ CFS มาชวย ในการจําแนกทั้ง
แบบ MLP และ SVM ใหผลการจําแนกไดดีขึ้นกวาการ
จําแนกแบบปกติ ซึ่งสามารถสรุปผลความถูกตองที่
เพ่ิมขึ้น ถึง  11 ผลการทดลอง จาก 12  ผลการทดลอง  
ดังตารางที่ 5 

จากตารางที่ 5 ผลลัพธที่ไดจากการทําเหมือง
ขอมูล โดยใชโมเดลในการเรียนรูดวยอัลกอริทึม CFS  
รวมกับวิธีการจําแนกขอมูลแบบ  MLP มีคาความ
ถูกตอง เมื่อนํามาทดสอบ สูงมากกวาโมเดลแบบอ่ืนๆ 

จากผลการทดลองนี้สรุปไดวา   
- เมื่อนําเทคนิคการลดแอทริบิวตและจําแนก

ขอมูลโดยใช CFS รวมกับ MLP เมื่อนํามาทดสอบกับ
ขอมูลทั้ง 3 ชุดขอมูล ใหคาความถูกตองในการจําแนก
ขอมูลสูงที่สุด ซึ่งจะเห็นไดจาก 2 ชุดขอมูล คือ Ozone 
ใหคาความถูกตอง 97.0032 และ Ionoshere ใหคาความ
ถูกตอง 94.5869 ซึ่งมากกวาโมเดลแบบอ่ืนๆ 

- เมื่อพิจารณาจากความถูกตองในการจําแนก
แตละประเภท จะเห็นวา CFS รวมกับ MLP จะใหคา
ความถูกตองในการจําแนกขอมูลสูงกวา CFS รวมกับ 
SVM และ PCA รวมกับ SVM จะใหคาความถูกตองใน
การจําแนกขอมูลสูงกวา CFS รวมกับ SVM 
 

สรุป อภิปรายผล และขอเสนอแนะ 
จากการที่ไดนําเสนอการนําเทคนิคการลดมิติ

ขอมูลที่เหมาะสม   เพ่ือเพิ่มประสิทธิภาพการทํานาย  
เพ่ือการสังเคราะหโมเดลไดอยางรวดเร็ว และเพ่ือลด

Data 
Original PCA CFS 

C Correctly C Correctly C Correctly 
Ozone 1 93.1507 5 96.5753 1 94.5205 

Ionosphere 7 91.7379 7 92.0635 9 93.4473 
Sonar 45 78.3654 40 84.1346 23 78.8462 
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ความซับซอนของรูปแบบโมเดลนั้นจะพบวา ผลของ
ประสิทธิภาพการจําแนกถูกตองมากขึ้นเมื่อเทียบกับ
การเลือกใช แอทริบิวต ทั้งหมด โดยเฉพาะในการ
ทดสอบแบบ CFS  รวมกับวิธีการจําแนกขอมูลแบบ  
MLP  จะเห็นวาประสิทธิภาพในการจําแนกขอมูล ได
เปอรเซ็นตคาความถูกตองที่เพ่ิมขึ้นสูงกวาการเลือกใช
แอทริบิวตทั้งหมด และแบบอื่นๆ  

ในการศึกษาครั้งตอไปผูวิจัยมุงศึกษาที่จะหาวา
ปจจัยใดบางที่มีผลทําใหการวิเคราะหการจําแนกขอมูล

ใหมีความถูกตองมากขึ้น รวมไปถึงการศึกษาปรับปรุง
ขั้นตอนวิธีใหมีประสิทธิภาพมากขึ้นดวยและจากการท่ี 

ไดนําเสนอการนําเทคนิคการลดมิติขอมูล  นาจะ
เปนประโยชนกับเทคนิคการทําเหมืองขอมูลเทคนิคอื่น 
ๆ ในการจําแนกประเภทขอมูล   ซึ่งอาจจะทําให
ประสิทธิภาพของการทําเหมืองขอมูลเพ่ิมขึ้น 

 
 
 
 
 

ตารางที่  5 เปอรเซ็นตคาความถูกตองที่เพ่ิมขึ้นจากการทดสอบระหวาง MLP และ SVM 
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Ozone 96.5753 96.8454 0.2701 97.0032 0.4279 93.1507 96.5753 3.4246 94.5205 1.3698 

Ionosphere 88.4921 91.6667 3.1746 94.5869 6.0948 91.7379 92.0635 0.3256 93.4473 1.7094 

Sonar 81.25 83.1731 1.9231 79.3269 - 78.3654 84.1346 5.7692 78.8462 0.4808 
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